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Цель работы: Ознакомиться с основами комитетных методов обучения искусственных нейронных сетей для решения задач классификации. Сравнить результаты работы алгоритмов бэггинга и бустинга.
Комитетные методы классификации
К классу комитетных методов классификации относятся методы, в которых при принятии решения о том, к какому классу относится предъявленное описание объекта, участвует несколько классификаторов.
Имеется много аналогий между комитетными методами и коллективным принятием решения, поэтому часто решение о классе принимается по результатам «голосования» классификаторов, когда подсчитывается число классификаторов, проголосовавших за каждый класс, и определяется большинство. Еще одним распространенным вариантом является усреднение выходных сигналов классификаторов и принятие решения на основе полученного результата. Естественно, имеются и более сложные схемы комитетной классификации, например, взвешенная свертка решений отдельных классификаторов, или многоуровневое голосование. Тем не менее, оптимальной схемы комитетной классификации нет.
Отметим, что нейронная сеть также может изначально считаться комитетным методом, если считать, что каждый нейрон – это отдельный классификатор, который умеет распознавать два класса. Тогда вся сеть, это многоуровневая композиция таких бинарных классификаторов. Однако, в данной лабораторной работе будем рассматривать ИНС как классификатор «целиком».
В одном комитете могут быть классификаторы разного типа, например, нейронные сети, решающие деревья и машины опорных векторов. Применение комитетных методов теоретически не хуже применения одного классификатора. Это правило часто наблюдается и на практике, однако бывают случаи, когда комитетная классификация работает несколько хуже одного классификатора. Поэтому полезность комитетной классификации для решения конкретной задачи, как правило, определяется экспериментально.
Далее приводится описание двух распространенных методов комитетной классификации: бэггинг и бустинг.

Бэггинг (Bagging)
Представляет один из базовых алгоритмов, когда комитетное решение принимается усреднением решений отдельных классификаторов.
Для обучения классификаторов применяется бутстреп (bootstrap), когда обучающая выборка разделяется на M равных непересекающихся частей, по количеству используемых классификаторов, и каждый классификатор обучается без одной части данных. Т.е. первый классификатор может быть обучен без первой части, второй – без второй и т.д. Таким образом, каждый классификатор будет обучен на различающихся множествах данных.
Бустинг (Boosting)
В алгоритме бустинга классификаторы обучаются последовательно, т.е. обучение m-го классификатора зависит от результата обучения предыдущих (m-1) классификаторов. При этом во время обучения m-го классификатора больше внимания уделяется примерам, на которых чаще ошибаются предыдущие классификаторы. После обучения комитета классификация производится путем взвешенного голосования, при этом вес каждого классификатора определяется в зависимости от результатов обучения. Изначально данный подход разрабатывался для решения задач бинарной классификации, с двумя классами, но позднее была предложена модификация алгоритма для произвольного числа классов.
Далее будет рассмотрен вариант для бинарной классификации с произвольным числом классификаторов.
Для реализации последовательного обучения каждому обучающему примеру присваивается вес, а в качестве функции ошибки применяется функция вида:
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где 
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 – вес i-го обучающего примера; 
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 – соответственно фактический и требуемый сигнал на выходе ИНС; 
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 – индикаторная функция:
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Веса примеров обновляются по результатам обучения каждого классификатора, т.е. при обучении различных классификаторов веса примеров в общем случае будут отличаться. Зададим величину:
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которая отражает нормализованную ошибку m-го классификатора, не зависящую от масштаба весов. Вес («качество») m-го классификатора вычисляется как:
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Таким образом, чем меньше нормализованная ошибка, тем больше вес классификатора. На основании величины веса m-го классификатора производится обновление весов примеров для обучения m+1 классификатора:
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Для тех примеров, которые правильно распознаются m-м классификатором, вес не изменяется. Для неправильно распознанных примеров изменение веса зависит от нормализованной ошибки классификатора. При 
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, т.е. если качество классификатора низкое, вес 
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, и вес неправильно распознанного примера будет уменьшаться. При 
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, и вес неправильно распознанного примера будет увеличиваться.
В алгоритме бустинга как правило используются так называемые «слабые» алгоритмы классификации, для которых достаточно точности классификации лишь немногим лучше случайной классификации. Учитывая, что выше описан вариант алгоритма для задачи бинарной классификации, для слабого классификатора достаточно точности распознавания больше 50%. Т.е. 
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 теоретически должно быть меньше 0.5, и у сложных для распознавания примеров вес должен увеличиваться.
В целом, алгоритм бустинга выглядит следующим образом:

1. Инициализация весов обучающих примеров: 
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, N – количество обучающих примеров.
2. Для каждого из M обучаемых классификаторов:
a. Обучение классификатора с использованием целевой функции (1)

b. Вычисление веса классификатора по формуле (2).

c. Обновление весов обучающих примеров (3).

3. Принятие решения с использованием выражения
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где 
[image: image17.wmf])
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 – выходной сигнал m-го классификатора для входного вектора 
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Применение бустинга для обучения комитета нейронных сетей
Поскольку (1) существенно отличается от среднеквадратичной функции ошибки, часто используемой при обучении ИНС, то для применения бустинга для обучения комитета ИНС необходимо сделать одно из двух:

1. Внести изменения в формулы для обратного распространения ошибки, т.к. эти формулы напрямую зависят от вида целевой функции.
2. Адаптировать алгоритм бустинга.
Здесь мы рассмотрим второй вариант, он менее очевиден. Первый можно оставить в качестве упражнения. 
Изменениям подвергнутся целевая функция и формирование обучающей выборки для m-го классификатора.
В качестве целевой функции можно использовать стандартную суммарную квадратичную ошибку выходного сигнала:
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таким образом известные формулы для обратного распространения изменять нет необходимости.
В выражении (4) не учитываются веса обучающих примеров, что не согласуется с идеей бустинга: обучение последующих классификаторов с упором на примеры, сложные для предыдущих классификаторов. Для исправления этого недостатка можно сделать следующее.
Для каждого классификатора формируется своя обучающая выборка на основании обновленных весов примеров. При этом, размер выборки равен размеру исходной обучающей выборки, N, а вероятность попадания i-го примера в формируемую выборку равна
:
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Поскольку в начальный момент времени все веса примеров равны, то для самого первого классификатора обучающая выборка будет такая же как и исходная. Для всех последующих классификаторов более сложные для распознавания обучающие примеры будут встречаться в выборке несколько раз, а простые примеры могут в выборке отсутствовать. За счет этого обеспечивается «повышенное внимание» к сложным обучающим примерам.
Ход работы

1. Определите свой вариант в соответствии с номером в журнале, ознакомьтесь с задачей.
2. Реализуйте и отладьте алгоритмы бэггинга и бустинга.
3. Выберите несколько значений количества классификаторов к комитете для экспериментов. Например, 
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. Постарайтесь, чтобы были как малые, так и сравнительно большие комитеты.
4. Проведите эксперименты по тестированию точности классификации для алгоритмов бэггинга и бустинга для комитетов различного размера
Заполните таблицу:
	
	Размер комитета
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значениями вида 
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 – средняя точность классификации не тестовом множестве, 
[image: image31.wmf]s

 – среднеквадратичное отклонение, полученные по результатам не менее 10 запусков.

5. Сформируйте выводы о влиянии размера комитета и выбора алгоритма комитетной классификации на точность классификации.
6. Сделайте общие выводы по результатам работы.
Варианты
1. cancer1.

2. card1.
3. diabetes1.

4. heart1.

5. cancer2.

6. card2.

7. diabetes2.

8. heart2.

9. cancer3.

10. card3.

11. diabetes3.

12. heart3.

Дополнительные баллы
1. (+5 баллов) Реализация алгоритма обратного распространения ошибки, работающего с целевой функцией (1) и применение этого алгоритма для обучения комитета нейронных сетей по алгоритму бустинга.
2. (+2 балла) Отчет в формате LaTeX.
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� Напоминает рулеточный отбор.
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